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RESUMO

Este é um artigo de revisao cujo objetivo é identificar as diversas técnicas
que tém sido utilizadas para a deteccao de caos deterministico em séries
temporais e para a previsao do seu comportamento futuro. Serao analisados
alguns artigos que apresentam técnicas e métodos baseados no uso de redes
neurais associados as técnicas desenvolvidas pela teoria do caos para predicao
do comportamento de séries de dados, especialmente de dados financeiros.
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1 Introducao

Sabe-se que sistemas dinamicos nao-lineares podem apresentar comporta-
mento cadtico, ou seja, divergéncia exponencial a pequenas variagoes nos es-
tados iniciais. Poincare (1854-1912), inspirado em estudos sobre a mecanica
celeste, foi um dos primeiros a perceber a transicao ordem-caos em sistemas
de equacoes diferenciais freqiientemente presentes nos sistemas dinamicos.
(1) Mais que isto, ao estudar a teoria cinética dos gases, ele profetizou: ”Tal-
vez a teoria cinética dos gases é que va se desenvolver e servir de modelo
para outras (...) A lei fisica, entdo, assumiria um aspecto inteiramente novo
(...) teria o cardter de uma estatistica” (2).
A descoberta de que mapas unidimensionais com func¢ao geradora bem sim-
ples, como o mapa logistico (eq. 1), apresentam comportamento caético, po-
dendo inclusive serem utilizados como funcao geradora de ntimeros aleatérios,
como foi proposto por Von Neumann, reforca a necessidade de instrumentos
novos para lidar com séries temporais nao-lineares.
Mapa logistico:

Tn = pPp-1(1 — Tp_1) (1)

E 1til notar, entretanto, que existe um paradoxo nesta questao entre aleato-
riedade ( inexisténcia de relagao causa-efeito ) e determinismo. Se é possivel,
partindo-se de sistemas deterministicos até bastante simples, produzir séries
que apresentam distribuigao praticamente continua ( ruido branco ) no espago
de fases, quem pode categoricamente afirmar que existe uma aleatoriedade
real, intrinseca a determinadas varidveis no mundo fisico macroscépico ( ex-
cluido o mundo das micro-particulas quanticas )?

E certo, porém, que a imensa sensibilidade as condigoes iniciais dos sistemas
cadticos, aliada a precisao computacional finita dos melhores computadores,
bem como os erros e ruidos inerentes a qualquer experiéncia levam, quase que
invariavelmente, a uma pseudo-aleatoriedade, no sentido de que a repeticao
de um mesmo experimento dinamico complexo, com as mesmas condigoes
iniciais, produz diferentes séries de dados(3). Até que ponto, no mundo ma-
croscopico, pode existir uma aleatoriedade real é assunto filoséfico altamente

complexo e além do escopo deste trabalho.



De fato, é exatamente isto que vem ocorrendo a partir da Teoria do Caos.
Diante da impossibilidade pratica de se obterem medidas com precisao in-
finita ( infinitos algarismos significativos ), resta a possibilidade de lidar
estatisticamente com a incerteza intrinseca aos sistemas dinamicos cadticos.
Portanto, as técnicas utilizadas para caracterizagao e previsao de séries tem-
porais geradas por sistemas dinamicos nao-lineares baseiam-se fortemente em
probabilidades(4).

No caso especifico de sistemas cuja dinamica é desconhecida ( nao se sabe
qual o sistema de equagoes diferenciais que o gera ), como é o caso das séries
economico-financeiras, o problema torna-se ainda maior. Se nao se sabe ao
certo quais as varidveis ( dimensoes ) do sistema, e tém-se apenas séries
temporais cuja dinamica, a primeira vista, é cadtica, como pode-se chegar a
algum grau de previsibilidade, e de que forma? Buscar-se-a, neste trabalho,
mostrar algumas ferramentas que tém sido utilizadas, com sucesso, na anélise
de séries temporais, a partir da Teoria do Caos.

Uma série de dados pode ser resultante de uma dinamica regular, cadtica
ou estocastica (aleatéria). Existem medidas quantitativas que permitem de-
terminar qual a natureza da dindmica (entropia KS), qual o nimero de di-
mensdes envolvidas (dimensao fractal) e o grau de previsibilidade de longo
prazo (expoente caracteristico de Lyapunov).

Veremos como estas medidas tém sido utilizadas, na pratica, para definir
a melhor arquitetura e o dimensionamento 6timo de redes neurais para a

previsao de séries de dados economico-financeiros.

2 Medidas de previsibilidade em séries de da-

dos caoticas

2.1 O coeficiente caracteristico de Lyapunov

A definicao de caos deterministico preve justamente que haja um desvio
exponencial da trajetéria a partir de pequenas variacoes no estado inicial.

O expoente caracteristico de Lyapunov fornece a medida quantitativa desta



divergéncia.
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Figura 1: Desvio na trajetéria

O expoente de Lyapunov ¢é definido como o a taxa exponencial de divergéncia
de uma trajetoria resultante de uma pequena perturbagao nas condigoes ini-
ciais. Quanto maior for este coeficiente, maior serd a divergéncia a longo
prazo da série de dados, mais dificil portanto prever seu comportamento a
longo prazo.

Num sistema n-dimensional, existem n coeficientes de Lyapunov, que medem
a sensibilidade as condicoes iniciais para cada uma das dimensoes envolvidas.
O coeficiente caracteristico de Lyapunov é o mais positivo de todo o espectro

de coeficientes.

2.2 A entropia de Kolgomorov-Sinai

Claude Shannon, fundador da teoria matematica da informagao, definiu o
conceito de informacao como a quantidade de bits que faltam a um observador
para, sabendo a probabilidade da ocorrencia de um evento, prever exatamente

sua ocorréncia.

I(p) = Z:pilnpi (2)

Vemos, a partir da equacao acima, que o grau de informacao depende da



distribuicao das probabilidades de ocorréncia do evento considerado. Se a
distribuigao é continua ( com todos eventos equiprovaveis ), a informagao de
Shannon é minima, portanto.

A entropia de Shannon (H) é definida como o valor simétrico da informagao,

—1(p), e mede a falta de informagao sobre o futuro.

H = ~1(p) 3)

A entropia de Kolgomorov-Sinai (K) é a taxa média de criagao ou perda de
informacao acerca uma determinada dinamica ao longo do tempo. Sabe-se
que processos regulares nao produzem informacgao ao longo do tempo, e a
ignorancia do observador permanece inalterada ( K = 0 ). Os processos
aleatdrios ou estocasticos, ao contrario, geram informagao continuamente, o
que leva a ignorancia do observador a tornar-se cada vez maior ( K — oo ).
Nos sistemas cadticos existe também a geragdo de informagao ( ou desin-
formagao, se considerarmos o ponto de vista do observador) no sistema,
entretanto é finita ( e portanto limitada ) e positiva. Seu limite esta cor-

relacionado os expoentes de Lyapunov segundo o teorema de Ruelle(5):

0< K< Z Ai (4)
Ai>0
E ttil salientar que "a existéncia de uma entropia de Kolgomorov-Sinai po-
sitiva e finita é condigao suficiente para a existéncia de caos deterministico”.
(1)
A entropia de Kolgomorov-Sinai permite saber, portanto, a caracteristica da

dinamica geradora de uma série de dados experimentais.

3 Deteccao de ordem em séries cadticas

O teorema da imersao dimensional de Takens prova que é possivel reconstruir
um espacgo de fases D-dimensional por outro D.-dimensional (com D, < D
), a partir de um sinal s(t) medido. Em palavras mais simples, o sinal s(t),

referente a cada uma das dimensoes, contém em si informacoes de estado nao



observaveis, que permitem definir o estado presente de maneira autonoma.

Exemplificando, temos o sistema de equacoes diferenciais de Lorenz:

X(t) = —c(X =)
Y(t)=aX -Y - XZ

Z(t) = b(XY — 2) (5)

Cada componente, seja x(t), y(t) ou z(t), deve conter informagoes suficientes
para reproduzir o seu comportamento presente e futuro.

Trata-se de verificar agora quais as formas disponiveis para descobrir o mapa
que aproxima o sistema como um todo; ou seja, para reconstruir-se o espago

de fases do sistema.

3.1 Reconstrucao do espaco de fases

Existem basicamente trés técnicas que podem ser usadas na reconstrucao de

um espago de fases:
e O método das diferencas finitas
e O método do deslocamento temporal

e A dinamica simbdlica do sistema

3.2 O método das diferencas finitas

E sabido que um sistema de equagoes diferenciais pode ser discretizado tem-
poral e/ou espacialmente, utilizando-se para isto de uma grade de pontos
igualmente ou desigualmente espacados (point lattice)(6).

Muitos fenomenos, entretanto, possuem natureza essencialmente discreta,
como a populagao de uma espécie e do seu predador, cujo modelo mateméatico
é o mapa logistico (eq. 1). O mapa logistico pode também ser utilizado para

modelar o comportamento dos mercados(7). Segundo Garliauskas, pode-se



definir o pre¢o de um produto / agdo como um mapa do tipo:
P(t+1) =sP(t) (6)

Onde s representa o crescimento da demanda pelo produto/agao. Quando os
vendedores baixam o prego por um fator sP?(t), a demanda cresce a taxa s.

a equacao do preco fica assim:
P(t+1) = sP(t) — sP*(t) = sP(t)(1 — P(t)) (7)

E nitido que este mapa é o mapa logistico. Sabe-se que para p > 3.5699456...
(constante de Feigenbaum), este mapa apresenta comportamento cadtico en-

tremeado por regides de comportamento periddico.

Figura 2: Grafico x,, versus z, - x,,_1 do mapa logistico

Vemos, no grafico acima, que um mapa com comportamento cadtico perfei-
tamente caracterizado apresenta uma ordem subjacente que permite prever

seu comportamento, ao menos de curto prazo.



3.3 O método do deslocamento temporal

O espaco do sistema pode ser reconstruido a partir de uma série temporal
escalar considerando a técnica da defasagem no tempo. Esta técnica foi ini-
cialmente proposta por Ruelle (1979) e Packard (1980) e posteriormente por
Takens (1981) e Sauer et al. (1991). A técnica traga s(t) versus s(t+7), onde
7 é uma defasagem . Motivado pela trajetéria no espaco de fase reconstruido
e propriedades similares ao de fase original, sendo equivalentes. O sinal expe-
rimental é representado por s(n), n= 1,2 ....N, sendo N o total de amostras,
o vetor é reconstruido por u(n) = s(n), s(n +7), ..., s(n + (d — 1)7 onde u(n)
representa a dinamica reconstruida na imersao, d a dimensao de imersao e
7 0 passo de reconstrucao (deslocamento, atraso, defasagem) temporal. Os
resultados de Takens(1980) garantem que o atrator reconstruido e o original

sao difeomorficos!.

3.3.1 Escolha do passo de reconstrugao (7) e da dimensao de

imersao (d)

Segundo Takens apud Fiedler-Ferrara(1), a escolha do atraso 7 numa série de
dados isenta de ruido e com numero infinito de pontos é arbitraria. Ocorre,
entretanto, que os dados empiricos sao normalmente contaminados por ruido
e dispoe-se de reduzido nimero de pontos.

Edmonds et al(8), em seu artigo ”"Simultaneous Prediction of Multiple Finan-
cial Time Series using Supervised Learning and Chaos Theory”, mostram as
técnicas utilizadas para a escolha destes parametros.

Uma anadlise profunda acerca dos algoritmos que permitem a reconstrucao do
atrator e outros indicadores do caos deterministico podem ser encontrados

em Hegger e Kantz(9).

3.4 A dinamica simbdlica do caos

Suponhamos um espaco X N-dimensional. Particionando este espaco em hi-

percubos de tamanho €, que serao chamados de caixas, teremos um conjunto

Ldifeomérfico significa que o mapeamento u(n) em s(n) é inversivel, continuo e dife-
renciavel



de caixas A; de mesmo tamanho. As caixas sao disjuntas, isto é, nao possuem
pontos em comum.

Matematicamente: X = 2, 4; com A; N A; = ¢ para i # j

Dado um mapa f, partindo do ponto xy que estara contido em uma caixa i,
temos o mapa simbolico correspondente.

Ty — i(), il, ’iQ, ig, cees Zn

Se considerar-se cada caixa A; do conjunto de particoes Ay, As, ..., A; como
sendo uma letra de um alfabeto, e um conjunto destas letras como uma
palavra, pode-se provar que existem regras, intrinsecas ao sistema dinamico
considerado, que regem a formacao destas palavras. Ou seja; nem todas as
sequéncias simbdlicas (palavras) de mesmo tamanho poderao efetivamente
ocorrer, pois sao gramaticalmente proibidas.

A seqiiéncia de caixas visitadas pelo mapa, a cada iteracao, é chamada
sequéncia de dinamica simbdlica. Existe, portanto, uma gramatica carac-
teristica da dinamica para a formagao de palavras ( sequéncias de simbolos
de tamanho n ) a partir do alfabeto de simbolos.

A conseqiiéncia mais importante é que a gramatica simbdlica mantém-se a
mesma para extensa classe de mapas. A universalidade gramatical pode per-
mitir a deducao de iniimeras propriedades estatisticas sabendo-se unicamente

a classe da qual a dinamica faz parte.

4 Uso de redes neurais para a previsao de

séries econOomico-financeiras

Sabe-se que as redes neurais, ou filtros adaptativos nao-lineares, sao capa-
zes de se auto-ajustarem e podem ser utilizados para a previsao de tra-
jetorias n-dimensionais cujas dinamicas geradoras sao desconhecidas a priori
(10)(11)(12).

E possivel, portanto, fazer um ajustamento ”cego”de uma rede neural; isto
é, treinar uma rede neural a partir de uma determinada série de dados cuja
dinamica é desconhecida. Ocorre, porém, que os resultados obtidos a partir

deste processo sao inconclusivos, uma vez que nao se sabe a origem do sucesso



ou fracasso na previsao.

Tsakoumis et al(11), em seu artigo "Application of chaotic time series for
short-term load prediction”, mostram uma técnica que permite estimar o
numero de entradas de uma rede neural com multiplas camadas a partir da
dimensao de imersao obtida a partir do cédlculo do espectro de expoentes de
Lyapunov e da dimensao de correlacao.

Em seu artigo "Noisy Time Series Prediction using Symbolic Representa-
tion and Recurrent Neural Network Grammatical Inference”(13), Ah Chung
Tsoi, C. Lee Giles e Steve Lawrence implementaram uma rede neural do tipo
Mapa auto-organizado ( "Self Organizing Map” ) para capturar a gramética
simbdlica de uma série de dados caodtica e ruidosa.

Veremos alguns artigos em que redes neurais foram projetadas em funcao
das informagoes obtidas pelos indicadores de caos deterministico anterior-
mente expostas, e aplicadas, com sucesso, na previsao de séries economico-

financeiras.

4.1 Previsao do preco de energia elétrica

Yang e Duan, em seu artigo ” Chaotic Characteristics os electricity price and
its forecasting model” (14), mostraram que o pre¢o da eletricidade na Nova
Inglaterra apresenta comportamento de caos deterministico e com expoente
de Lyapunov bem pequeno, o que permite realizar previsoes acuradas no

curto prazo.

Tabela 1: Expoentes de Lyapunov
Dimensao de imersao 6 7 8 9 10 11

Expoente de Lyapunov | 0.032 | 0.031 | 0.030 | 0.028 | 0.028 | 0.027

Fonte: Yang e Duan (14)
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Eles utilizaram uma Rede Neural Recorrente para capturar a dinamica em

questao, obtendo erros de curto prazo aceitaveis, conforme a tabela abaixo:

Tabela 2: Erros de previsao da Rede Neural

Passo | Erro de previsao | Erro de previsao
(h) dia 27 Margo dia 18 Abril
Média | Max. Média | Max.
1 2.22 4.66 3.13 4.66
25 4.42 7.90 6.80 11.28
49 5.09 9.78 8.00 14.76

Fonte: Yang e Duan (14)

4.2 Predicao de taxas de cambio

Em seu artigo "Noisy Time Series Prediction using Symbolic Representa-
tion and Recurrent Neural Network Grammatical Inference”, (13) utilizaram
uma rede neural do tipo Mapa Auto-Organizado para capturar a dinamica
simbdlica, que depois entra em uma rede neural recorrente para a previsao

dos valores futuros.

Raw Preprocessing Quantization’ Grammatica Rul
Time R (Differencing S}'mhc?hc Tnferents 5 .u e —
Series & Log Encoding (RNN) Extraction | ™ :
Compression) (SOM)
Prediction Prediction
Automata

Figura 3: Esquema de funcionamento Fonte:(13)

A principal vantagem desta abordagem é que a rede que captura a dinamica
simbdlica permite a extracao de regras de transicao de estados, permitindo
a construcao de uma maquina de Turing, também conhecida como méaquina

de estados finitos.
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5 Conclusoes

Os resultados obtidos a partir do uso de redes neurais na previsao de séries
temporais, quando utilizada uma metodologia de tratamento dos dados que
leve em consideracao os aspectos relativos a reconstrucao do atrator e a
escolha de uma arquitetura de rede neural mais apropriada, mostram-se ani-
madores. Estes resultados sugerem a possibilidade de se realizarem mais
pesquisas com séries de dados de precos de commodities, derivativos, etc de

forma a tentar reproduzir os resultados obtidos.
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